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Objetivo de aprendizado

Relembrar os conceitos fundamentais que sustentam as arquiteturas modernas de IA,
preparando-nos para a construcao de modelos avancados (Transformers, LLMs, etc.).
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Redes Neurais - Visao Geral

e Neuronio artificial: soma ponderada de entradas + bias - funcao de ativacao - saida
e Rede: conjunto de neuronios conectados em camadas (entrada, ocultas, saida)

e Propagacao direta ( forward pass ): computa a predicao

e Retro-propagacao ( backward pass ): calcula gradientes para ajuste de pesos
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Estrutura de uma Rede Neural

Estrutura Basica

1. Camada de Entrada (input layer)
2. Camadas Ocultas (hidden layers): Linear + Non-linearity
3. Camada de Saida (output layer)

Formula geral da saida de uma camada: h(" a(W h(-1D 4 pl ))

e o funcao de ativacao (ReLU, sigmoid, tanh, GELU, etc.)
e WU b): pesos e bias aprendidos
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Funcoes de Ativacao

Formula Quando usar
ReLU max(0, x) Camadas ocultas profundas (evita gradiente morto)
Sigmoid 1—}—}9—”3 Saida binaria ou probabilidades
Tanh tanh(x) Quando se deseja saida centrada em zero

GELU x®(x) (onde ® & a CDF normal) Transformers, BERT, GPT

e RelLU e padrao para CNNs e RNNs; GELU aparece nas arquiteturas Transformer.
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Perda (Loss) e Otimizacao

Funcoes de Perda

o MSE (regressao): L pse = % >y — @z’)Z

e Cross-Entropy (classificacao): Log = —% ZZ log po(yi|x;)
Otimizadores

e SGD + momentum:

°© Viy1 = YV + NVl
o Opy1 = 0; — Vig1
e Adam: combina RMSProp e momentum
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Algoritmo de Atualizacao (Adam)

- SGD
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Gradient Descent e Feature Scaling

Unnormalized Normalized

» W
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Regularizacao

« Dropout: zero out neurdnios aleatoriamente, z) = h) ® Bernoulli(p)
e Weight Decay (L2): adicionar A||6]]3 a funcdo de loss
e Batch Normalization: normaliza saida de cada mini-batch

A €XTr—

T = HMbatch :
/ 2
Jbatch+€

y =2+ 0

e Early Stopping: interromper iteracoes (épocas) quando validacao piora

! Dropout em Transformers é usado principalmente nas camadas feed-forward e no final das cabecas de atencio.
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Arquiteturas Convencionais (Resumo)

Principais Componentes

CNN LeNet, ResNet, EfficientNet  Convolucoes, pooling, skip-connections
RNN LSTM, GRU Gating, memoria recorrente
Transformers BERT, GPT, T5 Multi-head self-attention, positional encoding, feed-forward

Em varias aplicacoes, Transformers substituiram RNNs em NLP por paralelizacao e
capacidade de capturar dependéencias longas.

Veja tambem:

e https://poloclub.github.io/cnn-explainer/
e https://poloclub.github.io/transformer-explainer/
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Preparacao para LLMs

e Attention: mecanismo de foco (self-attention).
e Positional Encoding: informacao de ordem em sequeéncias.
e Pretraining & Fine-tuning: aprendizado nao supervisionado + ajuste fino.
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Exercicio Rapido para Revisao e Estudo

1. Implemente uma camada Linear + ReLU no PyTorch e treine em MNIST.
2. Adicione Dropout, por exemplo p = 0.3, e compare a acuracia de validacao.
3. Documente os efeitos do dropout nos graficos de loss/accuracy.
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Leitura Recomendada

e Deep Learning - lan Goodfellow, Yoshua Bengio, Aaron Courville. Capitulos 3-4
(Neural Networks) e 6 (Regularization & Optimization)

e Attention Is All You Need - Vaswani etal. (2017)
e Transformers in PyTorch - Hugging Face tutorial
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Perguntas e Discussao

1. Por que a RelLU é preferida em camadas ocultas profundas?
2. Como o Dropout funciona em uma arquitetura Transformer?

3. Quais sao as limitacoes dos otimizadores classicos (SGD) quando se trabalha com
LLMsS?
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Construindo um LLM: Visao Geral

Finetune the pretrained
LLM to create a

STAGE 1 STAGE 2 classification model STAGE 3
1) Data _ \ Dataset with class labels
) ; 2) Attention 3) LLM 5) Training 6) Model e
preparaton mechanism architecture luati pretrained
& sampling loop evaluation weights Flnetunlng
l l l l l / [ Classifier j
Building an LLM > Foundation model
/ / \ [ Personal as&stantj
Implement the data sampling and Pretrain the LLM on unlabeled
A ~ 9) Flnetunlng
understand the basic mechanism data to obtain a foundation
model for further finetuning / Instructlon dataset

Finetune the
pretrained LLM to
create a personal

assistantorchat miodal © 2024 Sebastian Raschka
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© 2024 Sebastian Raschka

PUC-Campinas | Prof. Dr. Denis Martins | denis.mayr@puc-campinas.edu.br 16/23


mailto:denis.mayr@puc-campinas.edu.br
mailto:denis.mayr@puc-campinas.edu.br

Tokenizer

( Postprocessing steps

GPT-Ilke
decoder-only
transformer
Input text -

Token embeddings: T 1110 e

f

Hello, world. Is this-- a test?

TokenIDs: [40134| |2052| [133 | [ 38 | | 12 |
Tokenized text v
1 A
Thtesection corers Tokenized text: [this] [Lis ] [fan ] [example] [.] He”O D W0r|d . IS thlS —||a||test ?
the concept of
splitting text ~~ T
© 2024 Sebastian Raschka

© 2024 Sebastian Raschka

Use https://www.bpe-visualizer.com/ e https://tiktokenizervercel.app com o texto

The Verdict (1908) de Edith Wharton: https://en.wikisource.org/wiki/The_Verdict
17/23
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1) Tokenization breaks down the 2) Each unique token is added to the
training set into individual tokens vocabulary in alphabetical order

S

Complete training dataset

Input text —

\ =

Tokenized training dataset Vocabulary

The

quick | | brown brown | —» 0

The quick brown fox jumps
over the lazy dog

\

The training set consists
of only one sentence for
illustration purposes

The vocabulary / dog |—> [ 1

contains all unique

tokens in the training fox | —> 2

set and is usually
sorted

alphabetically lazy | —» 4

jumps | —» 3

Each unique token is / sl

mapped to a unique

quick | —» 6

integer called token

0 the | —»| 7
L ] L 1
Unique tokens Token IDs

© 2024 Sebastian Raschka

Token IDs

e LLMs operam sobre sequéncias
numericas; os ids permitem
representar qualquer token com
um numero inteiro que pode ser
processado por matrizes de
embeddings.

o Atabela de embeddings converte
IDs em vetores densos que
carregam semantica aprendida
durante o pre-treino.

e Token IDs sao apenas enderecos
para os embeddings.
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Figure 1: The Transformer - model architecture.

Attention is all you
need

¥~ Decoder

 Relacoes de longa-distancia: "o
gato que estava no quarto do
apartamento 3 foi encontrado
por..."

e Qual parte do texto & mais
Importante agora?

e Associa mais peso as palavras que
parecem importantes, menos a
aquelas que nao fazem sentido.

PUC-Campinas | Prof. Dr. Denis Martins | denis‘mayr@puc—campina;]?c]u%s


mailto:denis.mayr@puc-campinas.edu.br
mailto:denis.mayr@puc-campinas.edu.br

[[-0.0256, .
[-0.0178, ...
[ 0.4558, .
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form and dimensions
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The transformer — |

block

The input tokens to be

embedded

\

Every
effort
moves
you

0.6890],
0.7431],
0.7814],
0.7134]]

L —>

_

Dropout
Feed forward

LayerNorm 2

Dropout

Masked multi-head
attention

' LayerNorm 1 l

\
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Linear layer

A
l GELU activation '

Linear layer

U |
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/

A view into the “Feed

forward” block

Shortcut connection

This tensor represents an
embedded text sample
that serves as input to the
transformer block

Each row is a 768-dimensional vector

representing an embedded input

token

Bloco Transformer

e Multi-head attention

e Linear Layers

e Dropout and shortcut connections
e Camadas de normaliza¢ao
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L=

A 4Xx50,257-dimensional tensor —____ E

[-

0.0055, ..., -0.4747],
0.2663, ..., -0.4224],
1.1146, ..., 0.0276],
0.8239, ..., -0.3993]]

A

pr

GPT
model

Linear output layer ‘\\
Final LayerNorm

The transformer block is
repeated 12 times \

N

12 ><\\k

N

Feed forward

LayerNorm 2

Masked multi-head
attention

l LayerNorm 1 l
b

J

.

l Dropout l /

(Positional embedding layer )

The goal is for these embeddings to
be converted back into text such
that the last row represents the

word the model is supposed to
generate (here, the word “forward”)

[~ The last linear layer embeds
each token vector into a 50,257-
dimensional embedding, where
50,257 is the size of the
vocabulary

The GPT code
implementation includes a
token embedding and
positional embedding layer,

/

which we covered in
Chapter 2

( Token embedding layer )

P

1

Every effort moves you

Arquitetura GPT Original

e Texto tokenizado
e Camadas de Embedding
e Bloco(s) Transformer

o 12em gpt2-small

o 36 em gpt2-large
e Camada linear na saida
e Figura de S. Raschka
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Perguntas e Discussao

1. Qual e a principal diferenca entre um modelo pre-treinado em grande escala e um
modelo que recebe apenas fine-tuning em uma tarefa especifica?

2. Como a arquitetura Transformer, especialmente o0 mecanismo de atencao, facilita a
criacao de modelos com bilhoes de parametros?

3. Em que situacoes um método tradicional (por ex., TF-IDF + SVM) pode ser mais
vantajoso do que um LLM para tarefas de NLP? Quais sao os trade-offs?

4. Quais preocupacoes éticas voce identifica quando um LLM e usado como “juiz” em
processos de tomada de decisao (ex.: triagem de curriculos, avaliacao de crédito)?
Como mitiga-las?

23/23

PUC-Campinas | Prof. Dr. Denis Martins | denis.mayr@puc-campinas.edu.br


mailto:denis.mayr@puc-campinas.edu.br
mailto:denis.mayr@puc-campinas.edu.br

	Tópicos em Ciência de Dados
	Revisão de Deep Learning e Introdução aos LLMs

	Objetivo de aprendizado
	Redes Neurais – Visão Geral
	Estrutura de uma Rede Neural
	Funções de Ativação
	Perda (Loss) e Otimização
	Algoritmo de Atualização (Adam)
	Gradient Descent e Feature Scaling
	Regularização
	Arquiteturas Convencionais (Resumo)
	Preparação para LLMs
	Exercício Rápido para Revisão e Estudo
	Leitura Recomendada
	Perguntas e Discussão
	Construindo um LLM: Visão Geral
	Tokenizer
	Token IDs
	Attention is all you need
	Bloco Transformer
	Arquitetura GPT Original
	Perguntas e Discussão

