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Diferentes Mecanismos de Atencao

1) Simplified
self-attention

/ / \ /

4) Multi-head

—P | 2) Self-attention |=— | 3) Causal attention |=——p .
attention

A simplified self-attention  Self-attention with trainable A type of self-attention used in LLMs  An extension of self-attention and
technique to introduce the weights that forms the basis of ~ that allows a model to consider only ~  causal attention that enables the
broader idea the mechanism used in LLMs previous and current inputs in a model to simultaneously attend to
sequence, ensuring temporal order information from different
during the text generation representation subspaces
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Problema com longas sequencias de texto

German input sentence to translate

I I

(  can J( you J( me J( help J( this )( sentence ) to )( translate )
N

The word-by-word translation results in a grammatically incorrect sentence

N =<

( can J( you J( hep J( me J( to )( translate )( this )( sentence )

The correct translation \ /

Certain words in the generated translation require access to words
that appear earlier or later in the original sentence
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RNN perdem referencia em longas sequencias

The translated English sentence

Decoder
¥
Outputs ( Can ) —( you )J—( hep )= ... )
Hidden states of a . T T T T
neural network RCESASEIES - = - = -_' -
Encoder T
& -ad-cd -
T T T T A memory cell (hidden state)

7

German input sentence to translate

© 2024 Sebastian Raschka

RNNs/GRUs apresentam dificuldade de capturar dependéncias longas.
Custo computacional linear no comprimento da sequeéncia.

ver tbm: https://learnopency.com lattentionzmechanismsin:tansformer-neural-networks/
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Resolvendo o problema atraves de atencao

In this figure, we focus on

enerating the second
output token q )

Outputs ( Can ) —»( you )—»( help )—
! ! !
Hidden states - — -—w -—>

o

(.{)
CD)

L d Bd Bd W .
— en generating an output
T T T T token, the model has a way to
Inputs m - access to all input tokens
. * !
4 EK : :

N\

The dotted line width is proportional to how important the
input token is for the respective output token
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Breve Historico

"Intuitively, this implements a mechanism of attention in
the decoder. The decoder decides parts of the source
sentence to pay attention to. (...) information can be
spread throughout the sequence (...)."

e 2014: Primeiro mecanismo de atencao.

o Contexto de Neural Translation.
o Bengio € um dos autores.
e 2017: Transformers, self-attention e multi-head
attention.
o Dot product attention (proximos slides)

o Proposta similar de 1991 por Schmidhuber:
Fast Weight Programmer (hoje conhecida
como Linear Transformers).

e 2018: Primeiro GPT e proposto.

<4— Regular RNN
-+ attention-weighted encodings
(RNN #2)

U

<4— Bidirectional RNN
X

{huf{,
X XX

Attention scores

Primeiro mecanismo de atencao. Fonte: https://arxiv.org/
abs/1409.0473.
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Self-Attention: Visao Geral

Neural Self Attention Mechanism

e softmax( \/_ ,dim = — 1)
d

e | | | e | |
G

1 @+l

IHHHHHEH |

e
\

th

[\ a4

quic b own fox j jumps over the lazy ____

Input: X € R¥%% Dense Layer | sl Output: ¥ € RV*

Visao geral do mecanismo de atencao em Transformers. Fonte: Jaiyam Sharma @LearnOpenCV.
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Self-Attention: Query, Key, Value

/17

the qwck brown fox jumps over thelazy _

Primeiro passo no mecanismo de atencao. Fonte: Jaiyam Sharma @LearnOpenCV.

e Projecoes lineares onde os embeddings dos e K:representam o token de origem.
tokens sao multiplicados por matrizes de e (: representam os tokens de destino.
parametros WX We e WV da rede neural

) . e V:representam a semantica e contexto dos
(aprendidos durante o treinamento).

tokens.
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Detalhes do funcionamento na lousa



Self-Attention

Attention(Q, K,V) = Softmax( @ Ij ) 1% |
Ve [ Vatvul )
onde: 3 A
o X € R™*9model g 3 matriz de embeddings da sequéncia (n = comprimento). [ SOﬂ*MaX ]
. diodel X A . .- PR
Wo, Wk, Wy € R%modl % 530 as matrizes de projecao treinaveis. (Wiask (opt) )
Q= XWy, K =X Wk, V=XWy
e d; é adimensionalidade dos vetores query e key (usado para estabilidade
numérica).
e Cada palavra cria uma query e recebe keys e values das demais palavras. [ MatMul ]
e Dot product Q - K ' mede a similaridade entre queries e keys. CTQ ?( v

Softmax esses nimeros em pesos (probabilidades) — pesos de atencao.

Os values sao entao somados ponderadamente, produzindo uma
representacao que leva em conta todas as palavras relevantes.
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B N R s S e

embedding embedding embedding

Mecanismo self-attention. Fonte:Jeremy Jordan.

PUC-Campinas | Prof. Dr. Denis Martins | denis.mayr@puc-campinas.edu.br 1 /14


https://www.jeremyjordan.me/transformer-architecture/
https://www.jeremyjordan.me/transformer-architecture/
mailto:denis.mayr@puc-campinas.edu.br
mailto:denis.mayr@puc-campinas.edu.br

Self-Attention

Elemento Intuicao Como aparece na pratica?

Vetor que representa a propria
palavra, gerado por multiplicacao
do embedding pela matriz W.

Queries Pergunta : Cada palavra da frase esta “fazendo uma
(Q) pergunta” sobre quais outras palavras ela quer saber.

Chaves de um armario : As demais palavras tém

“chaves” que podem ser comparadas com as perguntas. Se  Vetor gerado pela mesma palavra,
uma chave for semelhante a pergunta, ela “abre” a porta mas usando Wk.

para a informacao relevante.

Keys (K)

Conteudo guardado nas portas : Quando a porta abre, L
Values Vetor resultante da multiplicacao

0 gue vem dentro e a informacao que a palavra quer .
(V) qUE Ve | sa0queap | do embedding por Wy
transmitir a pergunta.
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Analogia com o YouTube

e Query (Q): o video que vocé esta assistindo agora funciona como a "pergunta". Ele pede
informacoes sobre quais outros videos podem ser relevantes.

e Key (K): Cada video em sua lista de recomendacoes tem um “titulo + descricao” que atua como
uma chave; o algoritmo compara essa chave com a pergunta para ver quao semelhante e.

e Value (V): Quando a chave corresponde, o valor é o proprio video (ou seu link). Ele contém tudo o
que voce recebe: titulo, thumbnail, descricao, etc.
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Resumo e Proximos Passos

jetivo: Permitir ken
e Objetivo: Permitir que cada token acesse e Multi-Head Attention

combine informacao de todas as posicoes da A
sequéncia simultaneamente. Tnear
e Queries (Q): Vetores “perguntas” gerados a partir f
do proprio token. Concat
e Keys (K): Vetores “chaves” que representam o y
contetido de cada token na mesma sequéncia. e JJ& i
e Values (V): Vetores contendo a informacao real _ Attention _
que sera combinada. ,._‘l' ,._ﬂ' ,_‘l'
o QK" Linear Linear Linear
e A= Softmax( Y )V
e Proximos Passos: Compreender Multi-Head
Attention — Repete o mecanismo em (h) V K Q
sub-espacos diferentes e concatena os resultados,
permitindo capturar mﬂ[tip[as re[ag(’jes Multi-Head Attention. Fonte: Jeremy Jordan.

simultaneamente.
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