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Objetivos de Aprendizagem

e Compreender a motivacao por tras da multi-head versus single-head attention.
e Compreender matematicamente o mecanismo MHA.
e Analisar exemplos praticos em LLMs (BERT, GPT-3).
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Revisao Rapida: Self-Attention

Attention(Q, K, V) = Softmax( QK ) |74
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Self-Attention. Fonte: The Al Edge.
e Limitacao: apenas uma "perspectiva" de atencao (um Gnico conjunto de ), K e V).
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Multi-Head Attention: Motivacao
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Blocos de Multi-Head Attention no transformer original.
Fonte: https://arxiv.org/abs/1706.03762.
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Multi-Head Attention (MHA)

Semelhante ao uso de multiplos kernels em CNNs para gerar diferentes feature maps.
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Multi-Head Attention. Fonte: The Al Edge.
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Multi-Head Attention: Formulacao Matematica

: h
e Computar Queries: Q(h) =X WC(Q ) Multi-Head Attention
)
o Computar Keys: K (") = XWI({h) Uinear
1 (h) (h) |
o Computar Values: V(%) = XWy, ——
e A = Softmax( Q(hj/li_(m )V(h) -
b Scaled Dot-Product ‘]JLh
e Concatenar o output de todas as cabecas: Attention
~ A A
A = Concat(AD, ... AH) gt 4t 4t
Linear Linear Linear

e Calcular a projecao final: O = leo +b [r

o H:namero de cabecas.
o d, = dy = dmoder/ H. v.o oK a

Multi-Head Attention. Fonte: Jeremy Jordan.
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Implementacao simples: Tokenizacao

import numpy as np

# Exemplos de embeddings para 4 palavras usando One-Hot Encoding
word_embeddings = {

'the': np.array([1, 0, 0]),

'cat': np.array([0, 1, 0]),

'sat': np.array([0, 0, 11),

'on': np.array([1, 1, 0])
I3

# Converte palavras em embeddings
def get_embedding(word):
return word_embeddings.get(word)

# Calcula os embeddings

sentence = ['the', 'cat', 'sat', 'on']

embeddings = np.array([get_embedding(word) for word in sentencel)
print ("Embeddings:\n", embeddings)

Fonte: https://kostyanuman.substack.com/p/understanding-the-attention-mechanism.
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Implementacao simples: Self-Attention

def

def

softmax(x):
return np.exp(x) / np.sum(np.exp(x), axis=0)

self_attention(embeddings):
# Calcula o produto escalar dos embeddings
scores = np.dot(embeddings, embeddings.T)

# Aplica a softmax para obter os pesos de atencao
attention_weights = softmax(scores)

# Calcula a soma ponderada dos embeddings
output = np.dot(attention_weights, embeddings)

return output, attention_weights

# Calcula a auto-atencao

output, attention_weights = self_attention(embeddings)
print('"Pesos de Atencao:\n", attention_weights)
print("Saida da Auto-Atencao:\n", output)

Fonte: https://kostyanuman.substack.com/p/understanding-the-attention-mechanism.
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Implementacao simples: Multi-Head Attention

def multi_head_attention(embeddings, num_heads=2):
head_outputs = []

for _ in range(num_heads):
output, _ = self_attention(embeddings)
head_outputs.append(output)

# Concatena as saidas de todas as cabecas
return np.concatenate(head_outputs)

# Calcula a atencao multi-cabeca
multi_head_output = multi_head_attention(embeddings)
print("Saida da Atencao Multi-Cabeca:\n", multi_head_output)

Fonte: https://kostyanuman.substack.com/p/understanding-the-attention-mechanism.
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Implementacao simples: Saida do Bloco de MHA

def feedforward _network(x):
# Rede feed-forward simples com uma camada oculta
# Pesos da camada oculta
W1l = np.random.rand(x.shapel[l]l, Xx.shapell] * 2)
# Viéses da camada oculta
bl = np.random.rand(x.shapel[1l] x 2)
# Pesos da camada de saida
W2 = np.random.rand(x.shapell] * 2, x.shapelll)
# Viéses da camada de saida
b2 = np.random.rand(x.shapel[1])

# Ativacao RelU
hidden_layer = np.maximum(@, np.dot(x, W1l) + bl)
output_layer = np.dot(hidden_layer, W2) + b2

return output_layer
# Passa as features de MHA pela rede (FC)

final_output = feedforward_network(multi_head_output)
print("Saida Final:\n", final_output)

Fonte: https://kostyanuman.substack.com/p/understanding-the-attention-mechanism.

PUC-Campinas | Prof. Dr. Denis Martins | denis.mayr@puc-campinas.edu.br 10/12


https://kostyanuman.substack.com/p/understanding-the-attention-mechanism
https://kostyanuman.substack.com/p/understanding-the-attention-mechanism
mailto:denis.mayr@puc-campinas.edu.br
mailto:denis.mayr@puc-campinas.edu.br

Resumo e Proximos Passos

e Multi-Head Attention (MHA)

(@)

Peca-chave na capacidade dos Transformers de
capturar relagoes entre palavras de forma
eficiente e paralela.

Projecoes para Q, K, Vem H cabecas.

Cada cabeca calcula atencao
independentemente.

Resultados concatenados - projecao final Wo.

As multiplas cabecas ampliam a expressividade
do modelo, permitindo diferentes focos
simultaneos.

e Atencao Causal (Masked): Mascara triangular
inferior impede acesso a tokens futuros.

e Interpretacao Visual: Heat-maps para comparagao
entre cabecas locais vs globais.
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Multi-Head Attention. Fonte: Jeremy Jordan.
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Perguntas e Discussao

Qual a motivacao por tras do fator 1/d, na formula de atencao? Como ele influencia a distribuicao
dos logits antes da softmax?

Como o Multi-Head Attention aumenta a capacidade expressiva de um modelo comparado ao Self-
Attention? Quais tipos de dependeéncias cada cabeca tende a capturar?

Como a atencao pode ser interpretada como um mecanismo de explicabilidade em LLMs?

Em cenarios de poucos dados, como a atencao pode ser ajustada para evitar overfitting? Discuta
estrategias de regularizacao.

e Qual o papel da MHA na transferéncia de conhecimento entre tarefas em um LLM pré-treinado?
e Quando reduzir o namero de cabecas pode ser benefico?
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